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机器学习在实验动物设施管理中的应用进展与展望
徐　 骁∗,陈　 琦

(华中科技大学实验动物中心,武汉　 430030)

　 　 【摘要】 　 随着我国实验动物设施智能化水平逐步提升,积累了大量能够反映设施运行真实状态的数据。 由

于分析手段的缺乏,数据价值未得到充分的挖掘。 在大数据背景下,机器学习( machine
 

learning)已经在生物医疗、
建筑科学等领域取得了显著的成果,也为其在实验动物设施管理中的应用提供了参考。 本文对国内外机器学习应

用于实验动物设施各系统中的内容、方法和模式进行了综述与展望。
【关键词】 　 机器学习;实验动物设施;屏障设施

【中图分类号】
  

R-33　 　 【文献标识码】
  

A　 　 【文章编号】
 

1671-7856
 

(2024)
 

01-0103-11

A
 

review
 

and
 

promising
 

future
 

directions
 

of
 

machine
 

learning
 

in
 

laboratory
 

animal
 

facility
 

management

XU
  

Xiao∗ ,
 

CHEN
  

Qi
(Laboratory

 

Animal
 

Center,
 

Huazhong
 

University
 

of
 

Science
 

and
 

Technology,
 

Wuhan
 

430030,
 

China)

　 　 【Abstract】　
 

As
 

the
 

intelligence
 

level
 

gradually
 

improves
 

in
 

domestic
 

laboratory
 

animal
 

facilities,
 

a
 

large
 

amount
 

of
 

valuable
 

data
 

have
 

been
 

accumulated.
 

These
 

data
 

have
 

not
 

been
 

fully
 

exploited
 

because
 

of
 

the
 

lack
 

of
 

analytical
 

method.
 

In
 

the
 

context
 

of
 

big
 

data,
 

machine
 

learning
 

has
 

achieved
 

remarkable
 

result
  

in
 

biomedicine,
 

building
 

science,
 

and
 

other
 

fields,
 

and
 

provides
 

a
 

reference
 

for
 

its
 

application
 

in
 

laboratory
 

animal
 

facility
 

management.
 

In
 

this
 

article,
 

the
 

contents,
 

methods
 

and
 

models
 

of
 

machine
 

learning
 

applied
 

to
 

various
 

systems
 

of
 

laboratory
 

animal
 

facilities
 

at
 

home
 

and
 

abroad
 

are
 

reviewed
 

and
 

discussed.
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　 　 实验动物设施是实验动物饲养及实验的主要

场所,也是保障实验动物饲育质量的重要基础和支

撑条件。 目前,实验动物设施的大部分系统及设备

中都应用了传感器及物联网技术,积累了大量的运

行数据,能够直接反映实验动物设施最真实的状

态[1] 。 这些运行数据有着数量大、维度多的特点,
常规分析手段无法充分挖掘其数据价值。 机器学

习(machine
 

learning),是从数据中学习特定任务的

计算机算法,非常适合用于对大量数据进行分析,
发现数据之间隐藏的潜在规律。

通过调研已有的研究文献,按照实验动物设施

的主要系统分类,归纳了机器学习分别在 5 个方面

的应用,即能效评价与系统建模、气流组织数值模

拟、空调运行控制优化、系统故障诊断及其他系统,
同时也对机器学习在实验动物设施管理领域未来

的应用与发展方向做出展望。

1　 机器学习及其应用于实验动物设施管理的概述

　 　 机器学习一般被认为包括回归、分类、聚类分

析、关联分析等多种算法,机器学习按照对数据标

签的需求可以大致分为有监督学习和无监督学习,
按照算法的复杂程度可以大致分为机器学习和深

度学习。 常见的机器学习数据处理流程如图 1 所

示,可以分为数据预处理、数据集划分、数据标签处



理、模型选择及训练、知识发现等步骤。

表 1　 机器学习在实验动物设施各系统中的主要应用
Table

 

1　 Main
 

applications
 

of
 

machine
 

learning
 

in
 

laboratory
 

animal
 

facilities
系统类型

Type
 

of
 

system
 

主要应用目的
Main

 

purpose
 

of
 

algorithm
 

application

暖通空调系统(HVAC 系统)
Heating,

 

ventilation,
 

air-conditioning
 

and
 

cooling
 

system
 

(HVAC
 

system)

优化运行控制、负荷预测及建模、设备故障诊断
Optimize

 

operational
 

control,
 

load
 

forecasting
 

&
 

modeling,
 

device
 

fault
 

diagnosis

空气处理系统
Air

 

handling
 

systems
气流组织模拟优化

Simulation
 

optimization
 

of
 

airflow
 

organization

水处理系统
Water

 

treatment
 

system
水质分类、质量参数预测、用水量预测

Water
 

quality
 

classification,
 

quality
 

parameter
 

prediction,
 

water
 

consumption
 

forecasting

辅助系统等(压缩空气系统、照明系统)
Auxiliary

 

systems,
 

etc.
 

(Compressed
 

air
 

systems,
 

lighting
 

systems)

设备故障诊断
Device

 

fault
 

diagnosis

实验动物设施在功能上属于洁净室,对温湿

度、压差、尘埃粒子数、换气次数等指标有严格要

求,按功能类型可以分为暖通空调系统( HVAC 系

统)、空气处理系统、水处理系统、辅助系统等(压缩

空气系统、照明系统)。 机器学习在各系统中的主

要应用如表 1 所示。

2　 基于机器学习的能效评价与系统建模

　 　 实验动物设施在运行时,通常是不惜代价保证

功能,以至于其节能潜力也非常可观[2] 。 节能潜力

的评估依赖于使用能耗标准值与实际情况进行对

比。 当前,现行的实验动物设施能效评价相关的标

准有国家标准 GB / T
 

36527-2018《洁净室及相关受

控环境节能指南》及国际标准 ISO
 

14644-16 ∶ 2019
《洁净室及相关受控环境

 

第 16 部分:洁净室和隔离

设备的能效》等。 由于不同实验动物设施因工艺参

数设置不同,造成区别极大,因此现行标准中并未

明确给出能效基准参考值[3] ,而是采用同类比较方

法,即“比对样本可以是另一个相似的洁净室设施、
以前经过优化的能源性能调试数据或基于以前经

验的计算比对样本” [4] 。
因此,从机器学习的角度出发,实验动物设施

的能效评价,是从现有数据中发现标准值的过程。
即对系统的能耗进行准确预测,通过分析预测值与

测量值之间的差值用于评价系统的能效。 机器学

习算法在系统能耗的预测上的应用非常成熟且广

泛,常用的算法包括线性回归、支持向量机、决策树

与随机森林、人工神经网络、深度神经网络等[5-6] 。
Ciulla 等[7] 、Bilous 等[8]采用多元线性回归进了

建筑物的长、短期负荷预测;Liu 等[9] 、Wang 等[10] 、

图 1　 常见的机器学习数据处理流程

Figure
 

1　 Machine
 

learning
 

common
 

workflow

Seyedzadeh 等[11] 、Wang 等[12] 比较了多种模型包括

极端梯度提升( XGBoost)、随机森林、多层神经网

络、梯度提升决策树和支持向量回归( SVR)等算法

在可解释性、准确性、稳健性和效率方面的情况;
Pham 等[13] 、Zhou 等[14] 采用多元线性回归、随机森

林、支持向量机( SVM)和 BP 神经网络等方法进行

了建筑物的超短期功率预测。 由于实验动物设施

包含有多个子系统,其能耗、负荷与各种影响因素

之间存在复杂的非线性关系,因此非线性算法在系

统能耗预测上具有明显优势。
人工神经网络( ANN)是典型的非线性算法之

一,在建筑能耗上得到了非常广泛的应用。 Alamin
等[15]采用 ANN 模型实现了分钟级的空调系统能耗
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预测;Almalaq 等[16] 、Somu 等[17] 采用卷积-长短期

记忆神经网络( CNN-LSTM) 模型实现了建筑的短

期、中长期能耗预测;Fan 等[18] 使用结合循环神经

网络(RNN)实现了建筑能耗预测;Kim 等[19] 提出了

一种结合循环神经网络( RNN)和改进卷积神经网

络(1-D
 

CNN)的短期能耗预测模型,用于预测 3 ~ 7
 

d 的建筑物中央空调系统能耗;Cai 等[20] 提出了一

种带有门控的递归神经网络模型( Gated-RNN),并
实现了建筑物的超短期能耗预测。

虽然神经网络模型充分证明了其在预测方面

的价值,但由于缺乏可解释性,应用受到一定的限

制[21] 。 许多研究开始着眼于修改神经网络的结构,
以提高可解释性。 Shan 等[22] 将具有物理意义的重

力模型(GRA)与门控循环单元( GRU)模型集成在

一起,用于建筑能耗预测;Kim[23]修改了传统的卷积

神经网络(CNN),并通过在 CNN 中添加时间卷积和

池化层,提出了用于室内人类活动检测的可解释

CNN(I-CNN);也可以引入先验知识,Drgoña 等[24]

提出可以使用热动力学知识来指导的递归神经网

络(RNN)模型的设计,具有良好的泛化效果。
上述研究表明,机器学习算法用于能耗预测及

系统建模的技术已经十分成熟,也是其在实验动物

设施管理中最重要的应用之一。 不同的机器学习

算法在适用范围、预测尺度上存在不同的特点,应
当结合具体情况选用,以上研究情况汇总见表 2。

3　 基于机器学习的气流组织数值模拟

　 　 实验动物设施一般是通过机械通风系统提供

恒定甚至过量的新风量,以满足换气次数等环境控

制要求。 气流组织形式会直接影响通风效率及冷

量 / 热 量 需 求, 传 统 计 算 流 体 力 学 方 法

(computaitional
 

fluid
 

dynamics,
 

CFD)是气流组织设

计最为常用的手段[25] 。 周斌等[26] 、欧少华等[27] 、
杨五强等[28] 使用 CFD 方法对实验动物设施的气流

组织进行了优化设计,证明了其在实验动物设施管

理中的适用性。
然而,传统 CFD 方法受限于算力及计算时间问

题,主要被使用在离线仿真计算中,参与实验动物

设施的前期设计。 随着环境参数的大量快速监测

及获取,数值模拟的预测精度要求和实时性要求越

发显著[29] 。 机器学习算法由于其处理非线性高维

的能力,开始被大量的引入 CFD 中。
机器学习算法在气流组织模拟中主要有两个

方向:( 1) 用作 CFD 的辅助工具,以提高准确性;
(2)替代 CFD 用于更快地预测。 常用的算法主要是

人工神经网络及深度学习算法。
3. 1　 辅助 CFD 计算

　 　 在辅助 CFD 方面,Zhou 等[30] 利用 CFD 数值模

拟结果构建训练数据集,使用神经网络模型实现了

二维非等温条件下的室内气流和温度预测,结果显

示预测所需时间大幅缩短,平均值的预测误差控制

在 5%以内;Kim 等[31] 利用人工神经网络模型结合

CFD 设计了一种分阶段的预测方法,相比于传统单

层预测方法,表现出更好的准确性,并减轻对于大

型训练数据样本集的需求;Li 等[32]提出了一种基于

CFD 的 BP 神经网络结合粒子群优化器( PSO) 算

法,可以快速预测室内环境空气参数,CFD 计算时

间缩短 23. 53%; Nina 等[33] 采用梯度提升回归

(GBR)结合 CFD 建立了一种室内空气参数实时预

测模型,实现使用温度和气流速度的数据即预测与

舒适相关的流量参数,实现了 CFD 仿真输入参数的

优化;Ren 等[34]建立基于降维线性通风模型的人工

神经网络模型,实现了以通风模式、换气次数和污

染源位置作为输入标量的室内污染物浓度场“超实

时”预测,并能够根据预测结果实现最优换气次数

和通风模式的可视化与调控。
3. 2　 替代 CFD 计算

　 　 在替代 CFD 方面,Zhou 等[35] 提出一种创新的

耦合仿真框架,使用神经网络模型替代 CFD 预测不

均匀的室内空气分布并与 BES 程序相结合,与传统

CFD 和 BES 之间的耦合仿真相比,计算时间减少约

94%;Guo 等[36] 开发了一种卷积神经网络(CNN)算

法,该算法的执行速度比等效的 CFD 解决方案快至

少两个数量级;Wei 等[37] 引入物理信息神经网络

(PINN)基于测量数据重建室内气流场,与传统的

CFD 相比,PINN 可以直接根据测量数据重建详细

的气流场,并且误差较 ANN 模型更小;Fresca 等[38]

提出了一种基于深度学习的降阶模型( DL-ROM),
将不同的模型组合在一起以初始化算法的参数,从
而显著提高 CFD 离线训练的速度;Wang 等[39] 提出

了一种基于长短期记忆网络-循环神经网络(LSTM-
RNN)架构的深度学习模型,结合正交分解降维,能
够以不到 1 / 1000 的 CPU 成本完成 CFD 计算,并保

持较好的计算精度;Shin 等[40]提出了一种基于全卷

积网络(FCN)的深度学习回归模型,实现了对传统

深度神经网络(DNN)架构的优化与改进,与传统深
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　 　 　 　 表 2　 机器学习算法在建筑能效评价与系统建模领域的应用
Table

 

2　 Application
 

of
 

machine
 

learning
 

algorithms
 

in
 

the
 

field
 

of
 

building
 

energy
 

efficiency
 

evaluation
 

and
 

system
 

modeling
作者,年限

Author,Year
机器学习方法

Machine
 

learning
 

algorithms
研究对象

Object
 

of
 

study
预测尺度

Prediction
 

scale

Ciulla,et
 

al. 2019[7] 多元线性回归
Multiple

 

linear
 

regression
冷热负荷预测

Prediction
 

of
 

building
 

heating
 

and
 

cooling
 

loads
长期预测(年度)

Long-term
 

prediction
 

(annual)

Bilous,et
 

al. 2018[8] 多元线性回归
Multiple

 

linear
 

regression
房间空气温度预测

Room
 

air
 

temperature
 

prediction
短期预测(小时)

Short-term
 

prediction
 

(hours)

Liu,et
 

al. 2021[9] 随机森林
Random

 

forest
空调系统能耗预测

Energy
 

prediction
 

for
 

air-conditioning
 

system
长期预测(年度)

Long-term
 

prediction
 

(annual)

Wang,et
 

al. 2019[10] 极端梯度提升
XGBoost

考虑气象数据的空调系统供暖能耗预测
Energy

 

prediction
 

of
 

air-conditioning
 

system
 

considering
 

meteorological
 

data

中长期预测(天)
Medium-

 

and
 

long-term
 

prediction
 

(days)

Seyedzadeh,et
 

al.
2019

 [11]

随机森林、支持
向量机(SVM)

Random
 

forest,
 

support
 

vector
 

machine

考虑建筑维护结构特性的建筑冷热负荷预测
Prediction

 

of
 

building
 

heating
 

and
 

cooling
 

loads
 

considering
 

building
 

maintenance
 

structure
 

characteristics

长期预测(年)
Long-term

 

prediction
 

(annual)

Wang,et
 

al. 2022[12]
多层神经网络、

线性回归、极端梯度提升
Multi-layer

 

perceptron,
 

linear
 

regression,
 

XGBoost

空调系统冬季供暖及生活热水供应能耗预测
Energy

 

prediction
 

of
 

heating
 

and
 

hot
 

water
 

supply
 

of
 

the
 

air-conditioning
 

system

长期预测(年)
Long-term

 

prediction
 

(annual)

Pham,et
 

al. 2020[13] 随机森林
Random

 

forest
建筑物每小时能耗预测

Energy
 

prediction
 

for
 

buildings
短期预测(小时)

Short-term
 

prediction
 

(hours)

Zhou,et
 

al. 2020[14]
多元线性回归、支持向量机(SVM)和

BP 神经网络
Multiple

 

linear
 

regression,
 

support
 

vector
 

machine,
 

back
 

propagation
 

neural
 

network

建筑物每小时能耗预测
Energy

 

prediction
 

for
 

buildings
短期预测(小时)

Short-term
 

prediction
 

(hours)

Alamin,et
 

al. 2018[15] 人工神经网络(ANN)
Artificial

 

neural
 

network

空调每小时能耗预测
Hourly

 

energy
 

prediction
 

for
 

air-
conditioning

 

system

短期预测(小时)
Short-term

 

prediction
 

(hours)

Almalaq,et
 

al. 2019[16]
卷积神经网络-长期短期记忆神经

网络(CNN-LSTM)
Convolutional

 

neural
 

network-
long

 

short-term
 

memory

建筑能耗预测
Energy

 

prediction
 

for
 

buildings
短期预测(小时)

Short-term
 

prediction
 

(hours)

Somu,et
 

al. 2021[17]
卷积神经网络-长期短期记忆神经网络

(CNN-LSTM)
Convolutional

 

neural
 

network-long
 

short-term
 

memory

建筑能耗预测
Energy

 

prediction
 

for
 

buildings

中长期预测(天)
Medium-

 

and
 

long-term
 

prediction
 

(days)

Fan,et
 

al. 2019[18] 递归神经网络(RNN)
Recurrent

 

neural
 

network
建筑能源预测

Energy
 

prediction
 

for
 

buildings
短期预测(小时)

Short-term
 

prediction
 

(hours)

Kim,et
 

al. 2019[19]
递归神经网络(RNN)、递归初始卷积

神经网络(RICNN)
Recurrent

 

neural
 

network,
 

recursive
 

initial
 

convolutional
 

neural
 

network

建筑能耗预测
Energy

 

prediction
 

for
 

buildings

中长期预测(天)
Medium-

 

and
 

long-term
 

prediction
 

(days)

Cai,et
 

al. 2019[20] 带门控的递归神经网络、卷积神经网络(CNN)
Gated

 

recurrent
 

neural
 

network,
 

convolutional
 

neural
 

network

建筑能耗预测
Energy

 

prediction
 

for
 

buildings
短期预测(小时)

Short-term
 

prediction
 

(hours)

度学习 DNN 回归模型相比,在均值绝对误差和均方

根误差两方面的预测误差分别降低了 43. 14%
和 34. 77%。

综上, 机器学习无论是辅助 CFD 还是替代

CFD,其目的都是为了实现更好更快的计算。 相比

于传统 CFD 优化方法,机器学习的速度优势明显,
也能够在无任何先验物理知识的情况下获得结果。

4　 基于机器学习的空调运行控制优化

　 　 暖通空调(heating,
 

ventilation
 

and
 

air
 

conditioning,
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HVAC)系统能耗一般占实验动物设施能耗的 50%
以上[2] ,做好暖通空调系统运行控制优化,对实验

动物设施的节能至关重要。 实际工程中实验动物

设施的暖通空调一般带有自动控制系统,如常见的

空调群控或变频 / 变流量控制,一般采用传统 PID
控制或基于规则的控制方法 ( rule

 

based
 

control,
RBC) [41-42] ,均属于反馈控制,存在一些缺点,包括

实时响应速度差、规则通常由专家经验决定等[43] ,
导致暖通空调系统未运行在最佳状态。
4. 1　 模型预测控制

　 　 近年来,在暖通空调(HVAC)控制领域,越来越

多研究开始采用前馈控制思想,并结合机器学习的

模型预测控制(model
 

predictive
 

control,MPC) [44-45] 。
模型预测控制是通过建立一个系统模型来预测未

来状态,结合时变的约束条件,产生对应动态控制

策略的方法[42] ,其核心是系统建模与预测。
Kathirgamanathan 等[46] 根据数据获取的充实程

度,将暖通空调系统建模划分为基于白箱、黑箱和

灰箱的模型。 黑箱 / 灰箱模型结合机器学习算法,
因其易用性得到了更广泛的研究与应用[46-51] 。 Yue
等

 [52]借助云计算平台,利用机器学习方法预测了室

内平均温度,使用 MPC 控制,实现了冷水机组的群

控运行控制优化,在不同典型日下系统能耗降低了

37. 3%、10. 6%和 23. 7%;Maddalena 等[53] 采用基于

非线性回归方法,使用 MPC 对中央空调系统进行仿

真,在三种不同典型日下使系统运行效率分别提升

了 2. 29%、3. 13%和 4. 76%;Chen 等[54] 提出一种由

数据驱动模型结合优化算法机器学习-模型预测控

制( MLB-MPC) 框架, 其系统节能率可达 7. 1%;
Afram 等[55]采用人工神经网络( ANN) 设计了一处

带有热回收 / 储热装置的地源热泵系统的 MPC 控

制,能够根据季节节省 6% ~ 73%的运营成本。
深度学习算法由于其面对多时间尺度和复杂

性表现更好的特点,也开始被采用到模型预测控制

中。 Fang 等[56]基于深度 Q 学习(DQN)的多目标最

优控制策略,用于温度设定点实时复位,以平衡能

耗和室内空气温度;Deng 等[57] 提出了一种非平稳

DQN 方法,结合主动建筑环境变化检测,空调系统

节能率提高 13%;Fu 等[58] 提出了一种事件驱动的

深度 Q 网络(ED-DQN)方法,能够有效捕捉热舒适

性的动态非线性特征;Arroyo 等[59] 采用强化学习,
提出了一种 RL-MPC 控制框架,在不确定性和持续

学习上具备更强的可能性。

4. 2　 模型预测控制(MPC)的性能优化

　 　 模型预测控制的问题是实时性一般较差,许多

研究开始结合机器学习算法优化模型结构,以显著

增强模型预测控制在暖通空调系统控制中的适用

性。 Yang 等[60]提出了一种基于机器学习的瞬时线

性化(IL)的 MPC 控制架构,将优化问题从非凸问

题转换为凸问题,在保留计算精度的同时显著降低

计算量;Gao 等[61]提出了一种基于物理模型的强化

学习算法,在 MPC 控制上可以实现一样的控制性

能,并且训练时间更短;Chen 等[62] 提出了一种基于

集成多时间尺度深度学习的自适应模型预测控制

(EMA-MPC)系统,针对空调系统短期和长期时间

尺度上的预测需求,采用了两个 LSTM 模型的组合

方法,在预测方面有效地提升了速度。
总之,模型预测控制能够让实验动物设施的暖

通空调系统实现精细化调控与节能运行。 机器学

习已经被证明非常适合用于这种非线性程度高、物
理结构复杂系统的建模与预测,具有极大的价值。

5　 基于机器学习的系统故障检测诊断

　 　 实验动物设施中的简易故障可以依靠经验快

速实现诊断,而传感器等精密元件出现量程失准、
精度下降等故障,不易直接判别[63] 。 研究表明,采
用机器学习算法的传感器故障检测与诊断 ( fault

 

detection
 

and
 

diagnosis, FDD),几乎不需要先验知

识,还可以以相对较低的成本提升检测覆盖率和诊

断准确性。 不仅能保障系统的安全高效运行,还可

以降低约 5% ~ 30%的系统能耗[64] 。 一种常见的机

器学习 FDD 方法流程如图 2 所示。
5. 1　 使用带标记的数据集进行故障诊断

　 　 机器学习算法在 FDD 领域比较直接的应用是

使用有监督算法开发分类模型,模型输入是故障相

关的影响因素,输出是故障结果(数据样本是正常

还是故障)或用于故障诊断的特征(数据样本是否

对应于正常或特定的故障操作条件)。 常用的算法

有决策树与随机森林、支持向量机和贝叶斯网络。
Yao 等[65]使用 3 种基于树的集成学习方法建

立暖通空调系统中冷水机组故障的参考和 FDD 模

型,结果表明,所提方法能有效识别 88 种常见故障;
Movahed 等[66] 使用随机森林算法建立了用于诊断

空气处理机组和屋顶机组故障的双层机器学习框

架。 Li 等[67]提出一种改进的基于决策树的实用可

变制冷剂流量(VRF)空调系统的故障诊断方法。
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图 2　 常见的机器学习 FDD 方法流程

Figure
 

2　 Machine
 

learning
 

algorithm
 

common
 

workflow
 

for
 

FDD

Madhikermi 等[68]采用 SVM 算法将异常数据与

正常数据进行分类,实现了热回收机组的故障诊

断;Montazeri 等[69]使用 SVM 结合 PCA、核主成分分

析(KPCA)和径向基函数( RBF),提出一种同时诊

断空气处理机组系统中传感器和执行器故障的方

法;Li 等[70]基于冷水机组测试数据集不同的特征输

入开发了 4 个 SVM 模型,并分析了不同条件下模型

对于故障诊断的性能;Yan 等[71] 构建了基于 SVM
的暖通空调系统中故障诊断模型,以评估和比较不

同特征选择策略的成本。
Wang 等[72] 基于实验数据提出了一种用于冷水

机组故障诊断的贝叶斯网络特征选择方法;该模型

在特征选择后达到了 99. 2% 的最高精度; Chen
等[73]开发了一种离散贝叶斯网络方法来诊断

HVAC 系统 / 设备两级故障;Melani 等[74] 提出了一

个基于移动窗口主成分分析和贝叶斯网络的混合

框架用于故障诊断;Ng 等[75] 使用贝叶斯网络进行

了传感器故障检测,同时表明贝叶斯网络在数据缺

失状态下具有优越的性能。
5. 2　 直接使用运行数据进行诊断

　 　 实际工程中收集的运行数据多数是未标记的,
数据标记工作本身又非常耗时。 无监督算法可以

使用未标记的数据集,表现出了极大的应用潜力,

常用的算法有主成分分析(PCA)及聚类算法。
Madhikermi 等[76] 使用主成分分析( PCA) 结合

逻辑回归方法来检测空气处理机组的热回收故障。
Chen 等[77] 使用基于天气和时间表的模式匹配

(WPM)和基于特征的主成分分析( FPCA) 的方法

来检测 HVAC 的整体故障。 Zhou 等[78] 提出了一种

主成分分析-合成少数过采样技术( PCA-SMOTE)
方法,用以增强在 VRV 空调系统训练数据集不完整

情况下故障诊断的准确性;Li 等[79]结合基于密度聚

类(DBSCAN)与 PCA 方法,提高了故障检测和诊断

的灵敏度和可靠性及传感器故障估计的准确性。
Aguilar 等[80] 使用 K-Means 聚类方法对 HVAC

常见故障进行划分,用于进行故障识别与诊断;Dey
等[81]采用改进 K-Means 聚类对 HVAC 系统终端单

元的特征进行提取后,应用于 HVAC 系统的故障监

测和诊断;Gunay 等[82] 使用分层聚类,结合专家经

验,识别出了现有 FDD 方法中被忽略的故障; Xu
等[83]使用了分层聚类、K-Means 聚类和 PAM 聚类,
对比 HVAC 运行记录,有效地进行了误操作及系统

故障识别;Zhou 等[84] 提出了一种基于信息熵的分

层聚类算法,对比常规特征参数分层聚类法和 K 均

值聚类法,有效地提高了故障识别的精度。
神经网络由于其特性,也被广泛地应用于 FDD

中[85] ,并常与其他方法结合进行使用。 Ding 等[86]

结合决策树与神经网络、Shi 等[87] 结合 PCA 与神经

网络、Guo 等[88]结合关联规则分析与神经网络、Sun
等[89]结合 ICA 与神经网络对 VRF 系统进行了故障

诊断并提高了效能。 此外,也有较多研究使用人工

神经网络( ANN)预测故障并进行诊断[90-92] 。 神经

网络的变体, 如深度神经网络[93] 、 递归神经网

络[93] 、生成对抗网络[94] 和卷积神经网络[95] 等,也
被证明可以在 FDD 中达到非常高的精度。

上述研究表明,根据实际获取数据集标注的丰

富程度,合理地选择算法至关重要。 基于机器学习

的智能化、自动化的故障诊断方法与系统,是实验

动物设施实现高效运行管理的重要基础。

6　 基于机器学习的其他系统应用

　 　 机器学习算法在实验动物设施其他系统上的

应用也十分广泛,如纯水、照明、空压机系统等。
6. 1　 纯水系统的水质监测及评估

　 　 Ap 等[96] 在监测水质变化的同时,使用线性回

归模型算法根据消耗率预测未来的水位。 Ahmed
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等[97] 利用 K-Means 和人工神经网络(ANN)机器学

习算法实时监测水质,并使用机器学习算法来预测

3 个月的用水需求。 Sukor 等[98] 在监测 pH、电导

率、温度和总溶解固体等参数的基础上,使用人工

神经网络(ANN)、支持向量机(SVM)和决策树三种

算法对水质进行分类。
6. 2　 照明系统

　 　 Motta
 

Cabrera 等[99] 采用数据关联挖掘算法与

照明能耗规律结合,对学校教室的照明能耗异常进

行诊断, 最高可以节约 70% 的用电量; Norouziasl
等[100]采用支持向量机(SVM)的方法建立了一种针

对照明能耗影响因素的预测框架,用于准确了解照

明系统能耗的变化趋势并采取合理的节能措施;
Şahin 等[101]采用人工神经网络( ANN) 用于估计建

筑照明系统中随时间变化的能量损失,并提出了改

进措施从而避免能源浪费。
6. 3　 空压机系统

　 　 Wu 等[102]使用人工神经网络( ANN)结合空压

机的历史用电数据进行负荷预测,对制定空压机的

优化运行策略提供了参考。 McLaughlin 等[103] 采用

5 种机器学习算法建立了一个用于诊断空压机压缩

空气是否泄漏的模型,有效地指导空压机的实际运

维工作。
上述研究表明,机器学习可以很好地应用于实

验动物设施各类系统的量化研究中,帮助研究人员

理解实验动物设施运行的特性和规律,为保障系统

安全高效运行提供新的角度和思路。

7　 结论与展望

　 　 近年来,我国实验动物设施的智能化程度快速

提高,积累了大量的运行数据。 机器学习也已经十

分成熟,在建筑智能化、生物医疗等领域中均取得

了显著的成果。 两者相结合,机器学习在实验动物

设施管理上存在广阔的应用前景。
本文广泛综述了机器学习在实验动物设施管

理中的应用,总结如下:
(1)机器学习在实验动物设施管理中最为成熟

的应用是系统能耗预测与评价建模。 机器学习可

以有效并准确地采用历史数据 / 相关因素来预测不

同时间尺度下的系统能耗,用于建立能效基准、能
耗指标及评价体系等。 能够有效地解决现行标准

中能效基准值未明确给定的问题,帮助实验动物设

施进行明确的能效量化评价及异常识别。

(2)机器学习可以在实验动物设施管理中发挥

节能提效作用。 在设计、建设、改造等阶段,机器学

习结合常用的流体力学 CFD 方法,能够显著提升气

流组织模拟的速度与精度。 在运行、管理等阶段,
机器学习结合前馈控制思想,采用模型预测控制

(MPC),能够准确地制定暖通空调系统、空气处理

系统等的优化运行控制策略,实现系统节能提效

运行。
(3)机器学习可以在实验动物设施管理中发挥

安全保障作用。 面对复杂系统,在缺乏物理先验知

识的条件下,机器学习能够以相对低的成本快速准

确地进行传感器故障检测与诊断( FDD),保障系统

安全稳定运行。 机器学习也能够用于实验动物设

施各类子系统的量化研究中,从新的角度提供思路

与方法。
同时,机器学习在实验动物设施管理方面存在

需要进一步研究的内容,总结如下:
(1)机器学习的适用性和泛化性需要进一步提

高。 多数研究关注于某种算法或某几种算法的结

合在单一环境条件下的精度 / 性能等,少有研究着

眼于迁移至不同环境下方法的适用程度。 从算法

的角度来讲,泛化能力的研究十分重要,也必然是

未来的重点研究方向。
(2)实际应用中数据缺乏的问题需要从算法方

面克服。 常见的现象包括:仅安装自动控制所必需

的传感器,传感器数据不存储上传、数据缺乏标准

化归集方式等,导致数据严重缺乏。 机器学习如何

选择研究必需的数据,如何在缺乏数据的情况下进

行有效地工作,甚至如何有效地处理与生成数据,
都是亟待研究的问题。

(3)机器学习在实验动物设施管理中的工程应

用需要进一步得到加强。 多数研究基于模拟数据

或典型样本数据集进行离线仿真计算,部分研究通

过机器学习算法结合理论与实际,建立了实时气流

模拟系统及在线故障诊断系统等。 未来,机器学习

算法在实验动物设施管理的工程实践中有望进一

步得到广泛的应用。
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